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２．手法

１．背景

３．道路の損傷画像データセット

４．実験

５．今後の展望

1. 道路損傷に関する共通の画像データセットが存在しない

ゆえに、手法間の比較が難しい

2. 画像処理を用いた手法では、損傷の有無の検出にとどまっている

損傷種類によって対応が異なるため、実務で直接使えない

道路路面の損傷検出に関する既存研究の問題点

深層学習を用いた物体検出手法には複数の手法があるが、
本研究では処理速度を重視してSSDを採用

Liu, Wei, et al. "Ssd: Single shot multibox detector." European conference 

on computer vision. Springer, Cham, 2016.
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D00 D01 D10 D11 D20 D40 D43 D44 TOTAL

Ichihara	city 175 71 18 9 43 8 20 138 482

Chiba	city 183 187 13 12 27 3 104 267 796

Sumida	ward 168 660 20 61 21 19 201 482 1632

Nagakute	city 482 477 169 58 351 14 90 659 2300

Adachi	ward 529 1013 153 279 172 11 191 567 2915

Muroran	city 671 574 124 88 1192 189 50 712 3600

Numazu	city 560 807 245 129 735 165 161 908 3710

0

500

1000

1500

2000

2500

3000

3500

4000

#
	O
F	
D
A
M
A
G
E
S

TOTAL 2768 3789 742 636 2541 409 817 3733 15435

各自治体総計約1,600kmで、50時間分、16万枚の道路画像を取得、
損傷がある画像を目視で判定。
その結果、9,053枚のラベル付き損傷画像を得た。

図2データセットの統計情報

図3損傷の定義とサンプル画像

図1 SSDの概要

雪解け時期に亀
甲状ひび割れが
発生しやすい

都市部では施工
ジョイント部が多い

６．参考

図3各自治体における損傷箇所の分布

足立区 D01（線状ひび、施工ジョイント） 足立区 D20（亀甲状ひび割れ）

室蘭市 D20（亀甲状ひび割れ）室蘭市 D01（線状ひび、施工ジョイント）

0.7を超えるRecallで損傷検出できる種類もあるが、
ほとんど検出できない種類もあった。

D00 D01 D10 D11 D20 D40 D43 D44

Recall 0.40 0.89 0.20 0.05 0.68 0.02 0.71 0.85

Precision 0.73 0.64 0.99 0.95 0.68 0.99 0.85 0.66

Accuracy 0.81 0.77 0.92 0.94 0.83 0.95 0.95 0.81

推論の実行時間はGPUサーバー上では30.6ms、
スマートフォン上では1.5sとなった。

(g)	D20 (h)	D43,	D44 (i)	D00,	D44

(j)	D01 (k)	D00

D00	:	Liner	crack,	longitudinal,	
wheel	mark	part

D01	:	Liner	crack,	longitudinal,	
construction	joint	part

D10	:	Liner	crack,	lateral,
equal	interval

D11	:	Liner	crack,	lateral,	
construction	joint	part

D20	:	Alligator	crack
D40	:	Rutting,	bump,	pothole,	separation
D43	:	White	line	blur
D44	:	Cross	walk	blur

(i)	Class	name

道路損傷では世界初の大規模データセット。一般に公開している。
https://github.com/sekilab/RoadDamageDetector

表１ 損傷種類ごとのPrecision/Recall/Accuracy

※3. で得た損傷を含む画像を８：２に分割し、学習と評価を行った。

図４ 損傷検出例

• ほとんど検出できない種類は、教師データの画像枚数が
不十分であるために生じたと思われる。そこで、今後は
GANなどの生成モデルを用いて、不足している損傷種類の
教師データ数を増やすことなどに取り組む。

• 日本国外でも今回学習させたモデルが
損傷を検出できるかどうかを検証する。
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２．Method

１．Background

３．Road Damage Dataset

４．Experiment

５．Future Research

1. No common dataset for a comparison of results

2. Many studies have been limited to the detection or classification 

of damage in only the longitudinal and lateral directions 

Major disadvantages of previous road damage detection

Considering the processing speed and accuracy, we used SSD with MobileNet

Liu, Wei, et al. "Ssd: Single shot multibox detector.”

European conference on computer vision. Springer, Cham, 2016.
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Fit.2 Statistics of the dataset

Fig.3 Definition of the damage type and sample images

Fig.1 Overview of SSD

６．Appendix

Fig.5 Distribution of the damages in each municipality

Adachi-ward D01 Adachi-ward D20

Muroran-city D20Muroran-city D01

Although D01 and D44 were detected with relatively high recall 

and precision, the value of recall is low in the case of D11 and D40 

D00 D01 D10 D11 D20 D40 D43 D44

Recall 0.40 0.89 0.20 0.05 0.68 0.02 0.71 0.85

Precision 0.73 0.64 0.99 0.95 0.68 0.99 0.85 0.66

Accuracy 0.81 0.77 0.92 0.94 0.83 0.95 0.95 0.81

Inference speed (ms) for one image are

30 ms (on GPU) and 1.5 s (on smartphone)

(g)	D20 (h)	D43,	D44 (i)	D00,	D44

(j)	D01 (k)	D00

D00	:	Liner	crack,	longitudinal,	
wheel	mark	part

D01	:	Liner	crack,	longitudinal,	
construction	joint	part

D10	:	Liner	crack,	lateral,
equal	interval

D11	:	Liner	crack,	lateral,	
construction	joint	part

D20	:	Alligator	crack
D40	:	Rutting,	bump,	pothole,	separation
D43	:	White	line	blur
D44	:	Cross	walk	blur

(i)	Class	name

All the dataset is publicly available!

https://github.com/sekilab/RoadDamageDetector

Table.１ Precision/Recall/Accuracy of each category

※ The dataset were divided into 8:2 for training and testing.

Fig.４ Detected samples

• we shall increase the amount of training data and devise the structure

of a new neural network to improve the detection accuracy of

categories that cannot be detected well. 

• we shall determine whether a trained model can be transferable

to images collected from locations other than Japan. 

Road Damage Detection and Classification 

Using Deep Neural Networks with Smartphone Images 

We traveled through every municipality covering approximately 1,500 km in total. 

And all the images were visually inspected and annotated.

The dataset includes 9,053 damage images and 15,435 damage bounding boxes. 


